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Mozg cztowieka od dawna jest zagadka. Wiek XXI niektorzy
postulujg nazwac "wiekiem mozgu”, gdyz ambicjg uczonych
jest zrozumienie istotnych funkcji moézgu.
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RYs. 2.1. Mézg czlowieka z zaznaczeniem najwazniejszych obszaréw i funkcji z nimi zwiazanych (7
zezwoleniem Scientific American Corp. (Fischbach 1992))




Cechy mozgu (ludzkiego)

1. Ogromna "moc obliczeniowa"

» Rozpoznawanie obrazéw i mowy (100 — 200 ms).

» Sterowanie : ruch, walka, sport

» Echolokacja (gdzie obiekt sie znajduje, w ktdrg strone
nalezy sie udac)

2. Duza wydajnos¢

» Mate rozmiary

» 10716 Joula na jedng operacje na jedng sekunde (krzem 1076)
» Predkosc¢ "zegara" 102 Hz.

3. Duza odpornosé¢ na uszkodzenia
4. Duza odpornos¢ na szumy
5. Zdolnos¢ uczenia i adaptacji, uogélnianie.



PODSTAWOWA CECHA MOZGU

Tu objawia sie zdolnos¢ uogdlniania — poréwnywania widzianych obrazéw z
wzorcami zapamietanymi przez mozg cztowieka (i nie tylko).



Mozg vs komputer

Mozg

Komputer

Rozpoznawanie.

Kojarzenie informacii,
Klasyfikacja danych.

obliczenia arytmetyczne

rownolegte przetwarzanie
danych - wiele neuronéw
dziatajgcych w tym samym
czasie

bardzo krotki czas
przetwarzania jednego
polecenia

zdolnos¢ do rekonstrukg;ji i
odtwarzania sygnatow

odpornosé na uszkodzenia

zdolnosé przetwarzania
informacji niepetnej i
obarczonej btedami

wysoka precyzja obliczen




Budowa mozgu ludzkiego

Objetose: 1400 cm?

Powierzchnia: 2000 cm?

Liczba neuronow: okoto 100 miliardow ( 1011)

Liczba polaceenn migdzy komorkami : 105 pray preeciemym dystansie
od 0.01 mm do 1 m.

Eomorkn nerwowe wysviagg 1 prey pmuga tmpulsy o

— czestothwoser: 1-100 Hz

— czasie trwania: 1-2 ms

— szybkose propagacy: 1-100 m/'s.

Szyvbkost pracy mozgu: 10'% operacjifs
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Pojedynczy naturalny neuron
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Definicja

Sztuczna sie¢ neuronowa

to wysoce rownolegty rozproszony procesor ztozony z prostych
elementow obliczeniowych majgcy naturalng sktonnosc¢
zapamietywania podawanych informac;ji.

Przypomina mozg w dwoch aspektach:

® wiedza jest zdobywana przez sieC ze srodowiska w toku procesu
nauczania,

® wagi potgczen miedzy neuronami uzywane sg do
zapamietywania uzyskanej wiedzy.



Modelowanie neuronu

Neuron moze istnie¢ jako element w modelu teoretycznym. Nazywa sie go wtedy
neuronem formalnym.

Sztuczny neuron moze by¢ realizowany jako uktad scalony, bgdz w programie
numerycznym stanowigcym sztuczng sie¢ neuronowg (element programowy).
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Schemat ukiadu efekfronicznego odwzorowujgeego pofedynczy neuron

[*** Generacja wag poczgtkowych ***/
for(i=1;i<LW;i++) for(j=0;j<n[i];j++) for(k=0;k<=n([i-
11;k++) { WIil[jlIIk] = (((rand() % 1000000L) /
1700.0) - 9.8)*0.0015; if(WIi][jl[k] == 0.0) WIi][jlIK] =

0 01‘492? }/**********************************/
" ’

[*** Pojedyncze przetworzenie ***/
for(i=1;i<LW;i++) for(j=0;j<n[i];j++) { I[i][j] = 0.0;
for(k=0;k<=n[i-1];k++) I[i][i] += O[i-1][k] * Wi[i1IK];
O[i]lj1= 1.0/ (1.0 + exp(beta*(-I[i][D));

}/**********************************/



Model pojedynczego neuronu
(McCullocha-Pittsa)

WAGI SYNAPTYCZNE

FUNKCJA AKTYWACJA
U AKTYWACUI Yi 'Wﬁgg%ﬁ}m




Funkcje aktywacj

Perceptron
® — funkcja Heaviside'a dana wzorem :
® — funkcja Heaviside'a dana wzorem : fa
0 di <0 fa f(x): —1dla x<0
flr)=1 " — L dla x>0 X
ldla x>0 . — X
X

® — funkcja sigmoidalna dana wzorem :

)= i rewCna))

gdzie 1 — parametr wzmocnienia

r|=O.5

Im parametr 1) jest wigkszy, tym funkcja
sigmoidalna zbliza sie ksztattem do funkciji
Heavisade'a
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Inne funkcje aktywacj

funkcja
Sigmoida

'angens
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Wzér funkcji

1
Filx)= 1+ g 2eEH]

Fix) = tanh( beta * x)

Fix) = sinf bata® x)
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_ heta™x
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Wzér pochodnej

F'ix) = beta™ (1= Fla))* fix)
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Roéznica pomiedzy SSN a zwykitym algorytmem

Podstawowg cechg rdéznigcg algorytmy SSN od programow realizujacych algorytmiczne
przetwarzanie informacji jest zdolnos¢ generalizacji czyli umiejetnos¢ uogolniania
wiedzy dla nowych wzorcow nieznanych wczesniej, czyli nie prezentowanych w trakcie
nauki. Okresla si¢ to takze jako zdolnos¢ SSN do aproksymacji wartosci funkcji wielu
zmiennych w przeciwienstwie do interpolacji mozliwej do otrzymania przy przetwarzaniu
algorytmicznym.

Zwykty algorytm. ;é Algorytm Sztucznej Sieci Neuronowej

t={-3,3,-5,0,1,20,6,7} S
D
t={-3,2,-5,0,1,20,6,7}; t=(-3,2,-5,0,1,20,6,7); +H——> Sio P
. . . —o—t O
for (i=1,i<=n,i++) — neuronowa W
{ Wartos¢ odniesienia: 1 |[————» |
E
if (t(i) < 5) odp=-1: T D
Ise odp=1; ’ 2

© P=1; Zbior uczacy

T={-1,1,-1,-1,-1,1,1,1} T={(-1,-1, -1,-1,-1,1,1, 1}




Uczenie siecl

. Przygotowanie dwoch ciggdéw: uczgcego i weryfikujgcego.
W sktad ciggu uczgcego wchodzi wektor wejsciowy oraz
wektor wyjsciowy.

. Ustanowienie poczagtkowych wartosci wag (wartosci
przypadkowe).

. Po przetworzeniu wektora wejsciowego nauczyciel
porownuje wartosci otrzymane z wartosciami oczekiwanymi
informujgc sie¢ o btedzie odpowiedzi.

. Jezeli wartos¢ na wyjsciu neuronu nie zgadza sie z
wartoscig oczekiwang, nastepuje korekcja wag, tak aby
btad odpowiedzi uzyskany przy powtérnym
przetworzeniu wektora wejsciowego byl mniejszy od
poprzedniego.

. Czynnosci 1-4 powtarza sie az do uzyskania btedu
mniejszego niz zamierzony.
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Przyktad klasyfikowania zbiorow




Klasyfikacja punktow na ptaszczyznie
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Klasyfikacja punktow na ptaszczyznie
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Klasyfikacja punktow na ptaszczyznie
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Perceptron dwuwejsciowy

x1¢>@—> I L

y:f(wl-x1+w2-x2+b)

yzf[[wl WZ]{X; +b) y=ax+b
X

a— [wg wy] X = [xl]



Perceptron dwuwejsciowy

W przypadku dwoch wejsé [x1 x2]T perceptron dzieli ptaszczyzne na dwie
czesci. Zatem moze klasyfikowac punkty nalezgce do dwoch umownych klas,
np. "dodatnich" i "ujemnych". Podziat ten wyznacza prosta o rownaniu:

wl-x1+w2-x2+b5=0
Zatem, gdy x1=0, mamy x2=-b/w2

x2=0, mamy x1=-b/w1

4 PDod & PUemn ===Prosta separujgca




Oblicz sygnat wyjsciowy perceptronu dla wektorow
wejdciowych p1 i p2
a=f(n)

A

Oblicz btad perceptronu
e=t-a

Zmien wagi perceptronu wg wzoru:
Aw=e*p’

A J

Zmien warto$¢ przesuniecia b wg wzoru:
Ab=e

A J

Oblicz nowe wartosci:

nowe_, , stare
W =

W +Aw
bnowe=bstare+Ab

Zweryfikuj poprawno$¢ dziatania
nauczonego perceptronu

1.

Przygotowanie dwoch ciggow: uczgcego i
weryfikujgcego.

W sktad ciggu uczgcego wchodzi wektor
wejsciowy oraz wektor wyjsciowy.

Ustanowienie poczgtkowych wartosci
wag (wartosci przypadkowe).

Po przetworzeniu wektora wejsciowego
nauczyciel porownuje wartosci otrzymane
z wartosciami oczekiwanymi informujgc
sieC o btedzie odpowiedzi.

Nastepuje korekcja wag, tak aby btad
odpowiedzi uzyskany przy powtornym
przetworzeniu wektora wejsciowego byt
mniejszy od poprzedniego.

Czynnosci 1-5 powtarza sie az do
uzyskania btedu mniejszego niz
zamierzony.



Weryfikacja dziatania sieci.

1. Na wejscie sieci wprowadza sie wektor weryfikujgcy, ktéry ma te same cechy,
Co cigg uczacy, czyli musi doktadnie charakteryzowac problem i muszg by¢
znane doktadne odpowiedzi. Uwaga! NIE MOZE TO BYC JEDEN Z
WEKTOROW UCZACYCH!

2. Przetwarza sie wektor weryfikujgcy rejestrujgc liczbe odpowiedzi poprawnych.

3. Orzekamy, czy sie€ spetnia zatozone wymagania.

Aby zabezpieczy¢ sie przed sytuacjami wyjgtkowymi, podczas ktorych SSN nie
bedzie mogta znalez¢ poprawnego rozwigzania wprowadza sie mechanizmy
kontrolujgce szybkosc¢ i jakos¢ uczenia.

S3g to wspofczynniki uczenia oraz momentum. \Wptywajg one na stromosc¢ funkcji
aktywacji i regulujg szybkos¢ wptywu zmiany wag na proces uczenia.



Rozpoznawanie znakow ,X, o, +, -
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Whiosek:

SieC musi posiadac 9 wejs¢ i 4 wyjscia.
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Weryfikacja dziatania sieci

Znaki Matryce
znakow
11 0] O
Ol 1 O
11 0] 1
1 1
0
1 1
of 11 O
1 1
of 11 O
0Ol 0] O
0Ol 0] O

wektory

wejsciowe
1 ol o] of 1 of 1] o] 1|
1] 4] 1] of of «f 4] 1 1
of 1] of 1f of 1] of 1] 0
0ol ol of] 1] of 1] of of of

Doswiadczenie pokazato, ze najlepsze rezultaty uzyskano przy jednej warstwie
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ukrytej z piecioma neuronami. Zatem struktura sieci neuronowej sktadataby

sie z 9 neuronow w warstwie wejsciowej, 5 neuronow w warstwie ukrytej oraz 4
neuronow w warstwie wyjsciowe].



Rodzaje sieci

Sieci jednokierunkowe — sygnat rozprzestrzenia sie w jednym kierunku
Sieci jednowarstwowe
Sieci wielowarstwowe

Sieci rekurencyjne — sieci ze sprzezeniem zwrotnym.



Sie¢ wielowarstwowa,
jednokierunkowa

L= 2 €
lelelelele



Cechy sieci neuronowych

adaptacyjnosé, to znaczy zdolnos¢ uczenia si¢ przez dostosowanie parame-
trow 1 struktury sieci do zmian otoczenia;

uogolnianie, czyli zdolno$¢ wypracowywania rozsadnych decyzji w sytu-
acjach, z ktorymi sie¢ nie miata dotychczas stycznosci;

rownoleglos¢ obliczen, czyli w przeciwienstwie do komputera z architektura
von Neumanna, gdzie instrukcje sg wykonywane sekwencyjnie, w sieciach
neuronowych obliczenia sg wykonywane jednoczeSnie przez duzg liczbe po-
taczonych wzajemnie jednostek — neurondow;

nieliniowos¢, rozumiana jako zdolnos¢ modelowania nieliniowych zalezno-
sc1 wyjsciowo-wejsciowych przez siec;

odpornosc na bledy, czyli zdolnos¢ dzialania mimo pewnych uszkodzen sieci
oraz takze zdolnos¢ uczenia sie na podstawie danych biednych, niepelnych,
rozmytych 1nieprecyzyjnych.



